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1.
Übersicht

Generalisierungsfähigkeit bzw. das damit zusammenhängende Phänomen „Rule Extraction“, sind Eigenschaften, die Künstlich Neuronalen Netzen KNN nachgesagt werden. Gleichzeitig heißt es aber auch, daß KNN einen prinzipiellen Black-Box-Charakter haben, d.h. wie diese Eigenschaften zustande kommen, ist nicht erklärlich.

Ziel des vorliegenden Beitrags ist es, ausgehend von Faktenwissen, das in Form von Input-Output-Daten vorliegt, das bzw. ein Bildungsgesetz dieser Daten abzuleiten und in eine inhaltlich begründete Repräsentation zu überführen.

Bekanntlich haben Künstlich Neuronale Netze vom Typ Multi-Layer-Perceptron (MLP) die Fähigkeit, wenn sie mit hinreichend vielen Input – Output – Beziehungen trainiert werden, die funktionale Zuordnung zwischen Input und Output abzubilden. Das dabei beobachtbare Phänomene „Generalisierung“ bedeutet, dass das Neuronale Netz durch statistische Ausreißer in seiner Abbildungsleistung nicht wesentlich beeinträchtigt wird. Zusammenhängend mit Generaliserung ist der Sachverhalt „graceful degradation“ zu sehen, der bedeutet, dass der Ausfall einzelner Netzknoten oder auch das Fehlen einzelner Inputwerte zu einem nur graduell schlechteren Netzverhalten führt.

Beide Aspekte wurden in der Literatur so interpretiert, dass Künstlich Neuronale Netze KNN die Fähigkeit haben, das den Daten zu Grunde liegende Bildungsgesetz zu erkennen und damit den inhärenten Zusammenhang zwischen Input und Output zu repräsentieren. Siehe dazu insbesondere Denker, Schwartz u.a.[87]. Dies regte die Phantasie vieler Forscher an, so dass in der Folgezeit eine Vielzahl von anwendungsorientierten Arbeiten entstanden, die die vermeintliche oder tatsächliche Überlegenheit von KNN zur Prognose bzw. Entscheidungsunterstützung gegenüber herkömmlichen Methoden zum Gegenstand hatten (vgl. Wilbert [96] und die dort angegebene Literatur). Typische Anwendungsbereiche bestehen beispielsweise in der Prognose von Aktienkursen mittels KNN, in der Klassifikation von Unternehmen bezüglich ihrer Existenzfähigkeit, bei der Vergabe von Konsumentenkrediten oder der Prognose des Marktpotentials von Produkten.

Als wesentliches Problem all dieser Untersuchungen erweist sich der Sachverhalt, daß KNN ihr Wissen verteilt repräsentieren. Dies bedeutet, dass es keinen festen Ort gibt, der für eine bestimmte Fähigkeit des Netzes verantwortlich ist. Daraus folgt im übrigen auch unmittelbar, dass, wenn es eine Lokalisation einer spezifischen Eigenschaft gäbe, der Ausfall des bzw. der zugeordneten Netzknoten eine sprunghafte Änderung dieser Eigenschaft zur Folge hätte, und dies damit im Widerspruch stünde zur oben erwähnten „graceful degradation“.

Die verteilte Repräsentation der Eigenschaften eines KNN hat damit die „Unmöglichkeit einer sachlogischen Interpretation“ (Czap[96]) der Architektur eines KNN zur Folge. Es ist deswegen mittels inhaltlicher Diskussion nicht nachvollziehbar, warum ein KNN einen gegebenen Input einem bestimmten Output zuordnet und keinem anderen. KNN liefern folglich keine Argumentationshilfe und dies ist überall da, wo eine Entscheidung verantwortet werden muß, was bei betriebswirtschaftlichen Sachverhalten in der Regel der Fall ist, ein nicht zu unterschätzendes Einsatzhemmnis. KNN erweisen sich in diesem Sinne generell als schlechte Ratgeber. Denn unterstellt man, dass wichtige Entscheidungen nicht „blindlings“ getroffen werden, dann kann auf eine Interpretierbarkeit dessen, was ein KNN macht, nicht verzichtet werden.

Abweichend von obiger Literaturmeinung wurde in Czap[96] gezeigt, dass den einzelnen Knoten der ersten verborgenen Schicht unter gewissen Bedingungen eine spezifische Bedeutung zukommt. Entscheidend ist, daß eine Fehlzuordnung von Input-Mustern ausschließlich durch die Cluster bestimmt sind, die durch die erste Schicht eines Multi-Layer-Perzeptrons gebildet werden. Bezeichnet man derartige Netze als „nachfolgend fehlerfrei“, so läßt sich dieser Sachverhalt in Form der folgenden Hypothese zusammenfassen:

Die Clusterbildung der ersten verborgenen Schicht eines nachfolgend fehlerfreien Netzes ist einer spezifischen Interpretation zugänglich und kann in diesem Sinne einen wesentlichen Beitrag zu einer Theoriebildung bei ansonsten unbekannten Sachverhalten beitragen.

Konkretes Anliegen des vorliegende Beitrags ist es, diese Hypothese an einem numerischen Beispiel exemplarisch zu verifizieren. Dazu werden in einem ersten Schritt Messdaten in Form von Input – Outputbeziehungen vorgegeben und die Inputdaten nach den üblichen numerischen Kriterien in Cluster eingeteilt. Die entstehenden Cluster sind auf Interpretierbarkeit zu überprüfen und auch, ob sie eine Darstellung als Durchschnitt endlich vieler Halbräume besitzen. Letzteres bedeutet, daß sie der ersten verborgenen Schicht eines MLP entsprechen. Anschließend wird die Konstruktion des MLP um die fehlende Outputebene vervollständigt. Das so konstruierte Netz ist nachfolgend fehlerfrei, der Interpretation der Cluster der ersten Ebene kommt eine spezifische Bedeutung zu.

Der Beitrag leistet damit zweierlei. Zum einen wird in seinen Grundzügen ein Konstruktionsverfahren zur Bildung Künstlich Neuronaler Netze angegeben, die einer Interpretation der ersten verborgenen Schicht zugänglich sind. Zum anderen wird am durchexerzierten Beispiel illustriert, daß nachfolgend fehlerfreie Netze die Bildung generalisierender Regeln zur Klassifizierung von Inputmustern ermöglichen und in diesem Sinne theoriebildende Fähigkeiten haben. 

2.
Cluster und Interpretationen

2.1
„Two-or-more-Clumps“ Problem

Die grundsätzliche Vorgehensweise wird am Beispiel des „Two-or-more-Clumps“ Problems [vgl. Schwarz u.a. 1987] erläutert, das aus Vereinfachungsgründen nur für Strings bestehend aus 5 Bits dargestellt wird. Ein „Clump“ ist eine ununterbrochene Folge von 1en. Die betrachtete Funktion überprüft, ob in einem gegebenen Inputstring mehr als 1 Clump vorkommt. Der String wird dabei als kreisförmig angeordnete Folge von Bits ohne Anfang und Ende betrachtet, d.h. auf Bit 0 folgt Bit 4. Die folgende Tabelle gibt die Zuordnungen zwischen Input und Output wider:

Nr.
Input
Output

Nr.
Input
Output

Nr.
Input
Output

0
00000
0

11
01011
1

22
10110
1

1
00001
0

12
01100
0

23
10111
0

2
00010
0

13
01101
1

24
11000
0

3
00011
0

14
01110
0

25
11001
0

4
00100
0

15
01111
0

26
11010
1

5
00101
1

16
10000
0

27
11011
0

6
00110
0

17
10001
0

28
11100
0

7
00111
0

18
10010
1

29
11101
0

8
01000
0

19
10011
0

30
11110
0

9
01001
1

20
10100
1

31
11111
0

10
01010
1

21
10101
1


Abbildung 1: Input - Outputbeziehungen „Two-or-more-Clumps-Problem“

Die üblichen Überlegungen für Clusterungen gehen von der räumlichen Nähe der Inputmuster aus. Ziel ist es möglichst wenige homogene Cluster zu erreichen, die zu benachbarten Clustern möglichst großen Abstand haben. Dabei gilt ein Cluster dann als homogen, wenn sämtliche seiner Muster dem gleichen Output zugeordnet werden. Als Abstandsmaß zweier Muster wird hier die Hammingdistanz verwendet, d.h. die Anzahl unterschiedlicher Bits.

Der folgende Graph zeigt den Abstand der Knoten untereinander, die Hammingdistanz 1 haben.
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Abbildung 2: 1-Bit-Distanzen beim Two-or-more-Clumps-Problem

Aus dem Graphen der Abbildung 2 lassen sich Kandidaten zur Bildung möglicher Cluster entnehmen. Kriterien für die Clusterung sind:

· Homogenität

· Separierbarkeit durch endlich viele Halbräume

· Interpretierbarkeit

2.1
Betrachtung der auf 1 abzubildenden Inputmuster (grau hinterlegte Knoten)

Homogenität

Die geringere Anzahl der grau hinterlegten Knoten in Abbildung 2 empfiehlt zunächst eine Diskussion der dort möglichen Cluster. 

Knoten 5 hat jeweils zum Knoten 21 bzw. zum Knoten 13 Mnimalabstand von 1. Wir treffen eine willkürliche Auswahl für ein erstes Cluster, nämlich {5,13}. Die weiteren Paare (jeweils mit Abstand 1) liegen damit fest. insgesamt ergeben sich folgende mögliche Cluster (die Nummern stehen stellvertretend für die Bitmuster): 

{5,13}, {9,11}, {10,26}, {18,22}, {20,21}
(1)

Separierbarkeit

Im nächsten Schritt ist zu überprüfen, ob die Cluster gemäß (1) durch endlich viele trennende Halbräume erzeugt werden können.

Die Inputmuster  5 ( (0,0,1,0,1)  und  13 ( (0,1,1,0,1) werden durch die Hyperebene 

H2,4 = [-1,0,1,-1,1;2]
(2)

mit
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(3)

auf 1 abgebildet, alle anderen Muster werden 0 zugeordnet. Separierbarkeit des Clusters {5,13} ist damit gegeben.

Analog lassen sich die anderen Cluster separieren,

{9,11}
durch
H1,4 = [-1,1,-1,0,1;2] ,

{10,26}
durch
H1,3 = [0,1,-1,1,-1,;2] ,
(4)

{18,22}
durch
H0,3 = [1,-1,0,1,-1;2]  und

{20,21}
durch
H0,2 = [1,-1,1,-1,0;2] .

Man kann sich leicht bewußt machen, dass die Bildung größerer homogener Cluster, die zu einer Reduktion der benötigten Hyperebenen führen würden, nicht möglich ist.

Interpretation der entstandenen Cluster

Fragt man nach der Bildungsregel bzw. dem Konstruktionsprinzip für ein Cluster, also nach dem Gemeinsamen aller Muster, die zu einem Cluster zusammengefaßt sind bzw. nach dem Trennenden bei Mustern die verschiedenen Clustern zugeordnet wurden, so kann es sich bei einem numerischen Beispiel auch nur um numerische Gegebenheiten handeln. Die Frage lautet damit, welche Merkmale in Bezug auf das „Two-or-more-Clumps“-Problem die gefundenen Cluster aufweisen. 

In jedem der Muster befinden sich genau 2 Clumps, wobei die Clumps des Clusters
{5,13} auf Bit 2 oder Bit 4 enden (trennende Hyperebene ist H2,4), des Clusters

{9,11} auf Bit 1 oder Bit 4 (trennende Hyperebene ist H1,4), des Clusters

{10,26} auf Bit 1 oder Bit 3 (trennende Hyperebene ist H1,3), des Clusters

{18,22} auf Bit 0 oder Bit 3 (trennende Hyperebene ist H0,3) und des Clusters

{20,21} auf Bit 0 oder Bit 2 (trennende Hyperebene ist H0,2).

Jedes Inputmuster wird also genau dann durch eine der fünf Ebenen H2,4, H1,4, H1,3, H0,3, H0,2 

auf eine Eins abgebildet, wenn es in einem der erwähnten fünf Cluster ist, ansonsten auf Null. Die Codierung in der verborgenen Schicht besteht damit genau aus folgenden Mustern:

Inputmuster/Cluster
Codierung verborgene Schicht

5, 13
10000

9, 11
01000

10, 26
00100

18, 22
00010

20, 21
00001

verbleibende Muster
00000

Zur Abbildung der verborgenen Schicht auf die Outputschicht muß nur die Funktion ODER-realisiert werden. Insgesamt ergibt sich damit folgendes Multi-Layer-Perzeptron:





Abbildung 3: MLP 1, „Two-or-more-Clumps“-Problem

2.2
Betrachtung der auf 0 abzubildenden Inputmuster (transparente Knoten)

Die vorstehenden Überlegungen wurden dadurch begünstigt, dass sich für die Clusterbildung nur Paare angeboten haben. Dies ist durch die geringe Dimension des Problems bedingt und kann nicht verallgemeinert werden. Die Vorgehensweise im allgemeineren Fall kann verdeutlicht werden, wenn man die weiß hinterlegten Knoten der Abbildung 2 einer Clusterbildung zu Grunde legt.

Homogenität und Interpretierbarkeit

Fasst man wie oben geeignete Paare zu einem Cluster zusammen, so ergeben sich beispielsweise die Kombinationen: {1,3}, {7,15}, {2,6}, {14,30} usw. Diese sind jeweils für sich mit Bezug auf das „Two-or-more-Clumps“-Problem nicht befriedigend interpretierbar. Dies gelingt erst, wenn Quadrupel gebildet werden, und zwar die Cluster C1:= {1,3,7,15}, C2:= {2,6,14,30}, C3:= {4,12,28,29}, C4:= 8,24,25,27} und C5:= {16,17,19,23}. Die Inputmuster von C1 sind beispielsweise dadurch charakterisiert, dass sie alle einen Clump beinhalten, der auf Bit 4 endet. Entsprechendes gilt für die anderen Cluster.

Separierbarkeit

Die Überprüfung auf Separierbarkeit der Cluster C1 bis C4  bereitet gewisse Schwierigkeiten. Zunächst liegt es nahe, zur Separierung von C1 die Hyperebene H4 zu definieren, 

H4:= [-1,0,0,0,1;1] .
(5)

H4 bildet alle Inputmuster auf Eins ab, die mindestens einen Clump haben, der auf Bit 4 endet, ansonsten ist das Ergebnis der Abbildung von H4 Null. Neben C1 = {1,3,7,15} werden damit auch die Cluster {9,11} und {5,13} auf Eins abgebildet. Um C1 zu separieren, werden weitere trennende Hyperebenen benötigt.

Werden zunächst analog zur Bildung von H4 die Hyperebene H3,.., H0 bestimmt, die feststellen, ob ein Clump auf Bit 3,..,0 endet und damit C2,..,C5 in erster Näherung separieren, und ordnet die Hyperebenen in der Reihenfolge H4,..,H0 ,  so erhält man folgendes Resultat:

Inputmuster/Cluster
Abbildung auf 1 durch
Codierung, verborgene Schicht

1,3,7,15
H4
10000

2,6,14,30
H3
01000

4,12,28,29
H2
00100

8,24,25,27
H1
00010

16,17,19,23
H0
00001

5, 13
H4, H2
10100

9, 11
H4, H1
10010

10, 26
H3, H1
01010

18, 22
H3, H0
01001

20, 21
H2, H0
00101

0, 31

00000

Wie man sieht, ergibt sich durch das Zusammenwirken aller 5 Hyperebenen die gewünschte Separierung.

Bildet man die Quersumme der Codierung der verborgenen Schicht, so erhält man die Anzahl der Clumps im Inputmuster. Damit kann die Hyperebene O zur Bildung der Outputschicht, die auf 1 schaltet, wenn die Anzahl ( 2 ist, unmittelbar angegeben werden:

O : = [1,1,1,1,1;2] .

3.
Diskussion

Im Abschnitt 2 wurden unterschiedliche Multi-Layer-Perzeptrons zum Two-or-more-Clumps-Problem konstruiert, die jeweils die vorgegebenen Input-Output-Beziehungen korrekt abbilden. Den unterschiedlichen inhaltlichen Interpretationen der Cluster der ersten verborgenen Schicht entsprachen unterschiedliche Netze. Damit wurde einerseits der bekannte Sachverhalt bestätigt, dass der einzelne Knoten eines KNN subsymbolischen Charakter hat und folglich einer inhaltlichen Diskussion nicht zugänglich ist. Andererseits wurde in den beiden betrachteten Fällen dargelegt, daß die entstehenden Cluster der ersten verborgenen Schicht bei nachfolgend fehlerfreien Netzen inhaltliche Relevanz besitzen. Dies unterstützt die Hypothese, daß beliebige Verfahren zur Erstellung von KNN immer dann zu Clusterungen der Merkmalssätze im Input-Raum führen, die inhaltliche Aussagen gestatten, wenn die Anzahl der entstehenden Cluster minimal ist und mögliche Abbildungsfehler ausschließlich durch die Clusterbildung bedingt sind.
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